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Resumen

Una guia esencial para quienes se dedican —o aspiran a dedi-
carse— al oficio de transformar datos en conocimiento Util y
decisiones informadas. Este decalogo no solo define los prin-
cipios del buen hacer en ciencia de datos, sino que también
proporciona pautas practicas universales y atemporales.
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0. INTRODUCCION

1. :POR QUE UN DECALOGO DEL CIENTIFICO DE DATOS?

En la Ultima década, la ciencia de datos se ha consolidado como un pilar fundamental en la
toma de decisiones basada en evidencias. Desde administraciones publicas hasta empresas
privadas, cada vez mas organizaciones buscan extraer valor de los datos para mejorar pro-
cesos, anticiparse a problemas o disefar soluciones mas eficaces. En este contexto, surge la
necesidad de establecer unas buenas practicas claras y comprensibles que orienten el tra-
bajo del cientifico de datos mas alld de modas tecnoldgicas o enfoques demasiado tedricos.

2. ;A QUIEN VA DIRIGIDO ESTE DOCUMENTO?

Este informe estd pensado para un publico amplio: desde profesionales que ya trabajan en
ciencia de datos y quieren actualizar sus fundamentos, hasta perfiles técnicos o de gestién
gue se relacionan con proyectos de analisis de datos y desean entender mejor cdmo se es-
tructura un proceso riguroso y ordenado. También puede resultar Util para quienes estan dan-
do sus primeros pasos en este ambito o quieren actualizar sus conocimientos con un enfoque
practico y actual.

3. ¢:QUE ENCONTRARAS EN ESTAS PAGINAS?

El documento se estructura en torno a un decalogo de buenas practicas, disefiado para
guiar el trabajo del cientifico de datos a lo largo de todo el ciclo de vida de un proyecto:
desde la comprensidn inicial del problema hasta la comunicacién de resultados, pasando por
la limpieza, modelado, validacién o aspectos éticos. Al final, se incluye un bonus-track con
herramientas clave en Python y R.
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1. COMPRENDER EL PROBLEMA ANTES DE MIRAR
LOS DATOS

Toda buena ciencia de datos comienza con una pregunta bien formulada. Antes de abrir cualquier herra-
mienta de andlisis, el cientifico de datos debe invertir tiempo en entender profundamente:

e E| contexto del problema concreto que abordamos.
® | os objetivos finales que se persiguen tras el proceso.

® | as restricciones o condiciones que vamos a tener.

& ¢Como se puede lograr?

Para comprender profundamente el problema, es necesario:

e Dialogar con los responsables del proyecto y el resto de actores implicados: en los proyectos de
la vida real, este trabajo no es solo responsabilidad del cientifico de datos. Normalmente en esta fase
inicial se colabora con todo el equipo del proyecto de datos que, habitualmente, estd formado por
consultores especializados en el dominio o sector, ingenieros de datos que facilitan la comprension
sobre el flujo de integracién de los datos, especialistas en gobierno de datos, procesos y privacidad
de la informacion, etc.

¢ Investigar fuentes externas relevantes: la blisqueda e identificaciéon de problemas similares en la
bibliografia disponible también constituye una parte fundamental de esta fase.

e Definir con claridad los objetivos y resultados esperados: habitualmente construiremos una ficha
de proyecto que resuma y sintetice toda la informacién para poder evaluar si avanzamos o no en
nuestro proyecto. Machine Learning Canvas es un buen ejemplo de herramienta en la que nos pode-
mos basar, combinado con algunos elementos de Business Model Canvas.

THE MACHINE LEARNING CANVAS (V1.1)

PREDICTION TASK o DECISIONS @ VALUE PROPOSITION D DATA COLLECTION 0 DATA SOURCES O

IMPACT SIMULATION Q MAKING PREDICTIONS e BUILDING MODELS 0 FEATURES O
MONITORING 0
P ————— e [P —— ) ] o1 TGl

Figura 1. Plantilla de the Machine Learning Canvas. Fuente: Machine Learning Canvas.
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Al final de esta fase deberiamos de tener un problema bien caracterizado, con un mapa claro de los princi-
pales elementos que compondran el trabajo -la receta-, como son:

e Los datos de origen y su naturaleza (datos disponibles en bases de datos privadas, datos publicos
en formato abierto, datos disponibles en sitios web con modernos mecanismos de intercambio como
API, etc.).

o El resultado que esperamos del proceso.
e Los indicadores objetivos que permitirdn medir el impacto del trabajo.

e Los criterios minimos de aceptacién de un resultado satisfactorio.

Esto es lo que conocemos como el framing o conceptualizacion del proyecto o proceso de ciencia de datos.

Conceptualizacion o framing de un proyecto de ciencia de datos.

Preguntas iniciales:

¢Cual es el contexto? ¢;Cudles son los ¢:Qué restricciones
objetivos? tenemos?

Tareas clave:

= © £ =

Dialogar con los Investigar Concretar la Definir las fuentes
responsables del bibliografia externa propuesta de valory y colecciones de
proyecto relevante el impacto esperado datos

508 & ()

Aclarar los Fijar las Detallar los
modelos a utilizar simulacionesy indicadores de
test a realizar impacto

Figura 2. Conceptualizacién de un proyecto de ciencia de datos. Fuente: elaboracion propia - datos.gob.es.
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2. CONOCER LOS DATOS, MAS ALLA DE LAS
VARIABLES

Explorar los datos implica mucho mas que revisar estadisticas basicas o identificar patrones evidentes. Un
analisis inicial exhaustivo comienza en el punto anterior, pero continda con una aproximacion mas técnica
en esta fase.

El cientifico de datos debe:

e Investigar el origen de los datos y su ciclo de vida, entendiendo cémo, cudndo y bajo qué condicio-
nes se capturan. Esto ayuda a detectar sesgos estructurales y limitaciones inherentes al proceso de
recogida.

e |Ir mas allad de los metadatos disponibles, ya que muchas veces el verdadero significado del dato sdélo
se comprende dentro de su contexto operacional o de negocio. Los diccionarios de datos, los glo-
sarios de técnicos y las denominadas como capas semanticas, proporcionan el contexto dltimo a los
datos para que sean totalmente Utiles y explotables.

e Contrastar diferentes fuentes y cuestionar la trazabilidad: ¢los datos han sido transformados?, ;con
qué propdsito?, ;existe alguna manipulacién previa que afecte a su interpretaciéon?

e Reconocer los posibles intereses, incentivos o limitaciones que influyen en la forma en que se gene-
rany almacenan los datos.

Esta vision critica es esencial para anticipar errores de interpretacion, construir modelos mas robustos y
garantizar que el andlisis tenga sentido en el mundo real. Sin embargo, en la vida real a veces es dificil de
justificar el invertir tanto tiempo y esfuerzo en estas etapas iniciales de un proyecto de datos.

Hace falta mucha capacidad didactica para convencer a los responsables del proyecto de
gue invertir en esta fase garantiza el éxito y reduce retrabajos en las etapas posteriores.

7N ~
&7 ¢Como se puede lograr?
El cientifico de datos debe realizar una auditoria completa para verificar la calidad de los datos, evaluar

su representatividad y detectar anomalias, como valores atipicos o inconsistencias temporales. Esta au-
ditoria debe incluir, por ejemplo:

e Analisis de la distribucién y dispersién de las variables, para identificar sesgos, valores extremos o
concentraciones andmalas.

e Analisis de los valores nulos y los formatos de datos, como, por ejemplo, fechas, valores categdricos,
etc.

e Comprobacién de la integridad y consistencia interna, verificando que los datos no presenten con-
tradicciones légicas entre columnas o registros.

Finalmente, también es fundamental considerar la documentacién asociada a los datos -los conocidos
como metadatos- que puede revelar detalles importantes sobre su precisiéon y utilidad. Una comprensidn
integral del contexto del que provienen los datos permite anticipar posibles problemas y asegura una pre-
paraciéon adecuada para las etapas posteriores del analisis.
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Tres cuestiones que debe incluir una auditoria de calidad de los datos

Analisis de distribucién y
dispersion de las variables

Comprobacién de
integridad y consistencia
interna

Analisis de valores nulos
y formatos de datos

Figura 3. Tres cuestiones que debe incluir una auditoria de calidad de los datos. Fuente: elaboracién propia - datos.gob.es.
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3. CUIDAR LA CALIDAD. SIN DATOS LIMPIOS, NO
HAY CIENCIA

La limpieza y preparacion de datos constituyen etapas criticas que determinan el éxito de cualquier
proyecto analitico. El cientifico de datos debe aplicar procedimientos rigurosos para detectar y gestionar
valores faltantes (datos vacios o huecos), errores, inconsistencias y duplicidades en los datos..

¢Como se puede lograr?

La denominacién genérica de la técnica que permite realizar la auditoria que mencionamos en el punto
anterior es la de analisis exploratorio de datos, también llamado exploracién descriptiva de los datos o
EDA por sus siglas en inglés (Exploratory Data Analysis). Estas técnicas permiten obtener una vision glo-
bal de los datos de forma agil, identificando tendencias, distribuciones, relaciones entre variables y posibles
errores estructurales.

Puedes aprender mas sobre EDA en nuestras guias, centradas en Pythony en R.

DATOS BRUTOS CONCLUSIONES

ANALISIS EXPLORATORIO
DE DATOS (EDA)

4 / =

ANALISIS AJUSTE DE DETECCION Y IDENTIFICACION CORRELACION DE
DESCRIPTIVO TIPOS DE TRATAMIENTO DE DATOS VARIABLES
VARIABLES DE DATOS ATIPICOS
AUSENTES

Figura 4. Fases del andlisis exploratorio de datos.
Fuente: Guia prdctica de introduccion al andlisis exploratorio de datos en Python, datos.gob.es.
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Entre las herramientas mas comunes empleadas durante el analisis exploratorio de datos se encuentran:

e Histogramas y diagramas de caja (boxplots): Utiles para visualizar la distribucién de variables y de-
tectar valores atipicos.

e Matrices de correlacion y graficos de dispersion: permiten identificar relaciones entre variables y
posibles redundancias. Automatizan validaciones basicas para no volver a tropezar dos veces con el
mismo nulo.

e Analisis de componentes principales (Principal Component Analysis o PCA): facilita la reduccion
de dimensionalidad y la identificacién de estructuras subyacentes.

e Técnicas de agrupacion (clustering), como la jerarquica: revelan patrones latentes o segmentos
dentro del conjunto de datos.

El EDA fomenta una actitud investigadora y abierta, en la que el cientifico de datos formula hipétesis ex-
ploratorias, las contrasta empiricamente y ajusta su enfoque analitico segun los hallazgos observados.
En este sentido, actUa como un recurso recurrente a lo largo de todo el proyecto, ayudando a:

e Refinar modelos.
e Validar transformaciones.

e Comunicar hallazgos de manera clara y efectiva.

Una vez explorado el o los conjuntos de datos que vamos a necesitar, hay que poner el foco en el contenido
y la calidad de los datos a manejar. Este proceso incluye aplicar técnicas avanzadas como imputacion
estadistica, normalizacién, codificacién de variables categéricas y validacién cruzada. El uso sistemati-
co de scripts reproducibles y procesos automatizados asegura calidad y eficiencia. Un aspecto esencial en
esta etapa es la valoracion objetiva de la calidad de los datos. Esto implica realizar un diagndstico detallado
gue contemple distintos indicadores como:

Indicadores de calidad de los datos:
e Grado de completitud: porcentaje de valores presentes respecto al total esperado.
e Consistencia interna: coherencia légica entre variables relacionadas.
® Precision: exactitud de los valores frente a una fuente confiable, evitando duplicidades.
e Actualidad: vigencia temporal del dato.

¢ Trazabilidad: capacidad de conocer el origen y transformacién del dato.

Otros atributos segun la norma ISO/IEC 25012:
e Exactitud: grado en que los datos describen correctamente la realidad.
e Credibilidad: nivel de confianza que inspiran los datos por su origen o generacién.
e Accesibilidad: facilidad para acceder a los datos cuando se necesitan.
e Comprensibilidad: claridad y facilidad de interpretacion de los datos.
e Conformidad: cumplimiento con normas, formatos o requisitos establecidos.
e Confidencialidad: proteccion de los datos frente a accesos no autorizados.

e Eficiencia: capacidad de ser procesados de forma eficaz, sin consumo excesivo de recursos.
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Figura 5. Atributos de la calidad de los datos. Fuente: Guia prdctica para la mejora de la calidad de datos abiertos, datos.gob.es.

Estos indicadores pueden cuantificarse y monitorizarse mediante métricas especificas que permitan al
equipo establecer umbrales minimos de calidad aceptable. Los cientificos de datos experimentados ate-
soran scripts para diagnosticar la calidad de los datos y generar informes intermedios de calidad.

Si quieres ampliar informacién sobre calidad de datos, en esta guia te lo contamos
con detalle.

En funcion del resultado de esta evaluacion, el cientifico de datos debe tomar decisiones informadas sobre
cdmo proceder: en algunos casos sera necesario solicitar datos complementarios, redefinir variables, rea-
lizar muestreos estratificados o incluso replantear el alcance del andlisis. Existen otras situaciones, en las
que la baja calidad de los datos hace inviable el desarrollo de un modelo robusto, en cuyo caso es preferible
reconocer esta limitacion a tiempo y reorientar esfuerzos hacia tareas de mejora o gobernanza del dato.

En este contexto, los datos sintéticos pueden jugar un papel muy valioso. Cenerados artificialmente
mediante algoritmos estadisticos o técnicas de inteligencia artificial (como modelos generativos o simula-
ciones), estos datos pueden utilizarse para complementar conjuntos de datos reales que presentan defi-
ciencias significativas. Los datos sintéticos permiten preservar la estructura estadistica del dataset original,
manteniendo correlaciones, distribuciones y relaciones entre variables, lo que los convierte en una alterna-
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tiva util para entrenar modelos preliminares, realizar pruebas de concepto o validar procesos analiticos sin
comprometer datos sensibles o incompletos.

En entornos donde la privacidad y la proteccién de datos personales son cruciales, los
datos sintéticos ofrecen una solucién eficaz para compartir informacién o desarrollar
modelos sin exponer registros reales.

Una buena practica es documentar todo el proceso de evaluacién y limpieza de datos, incluyendo los
criterios aplicados y las decisiones tomadas, de modo que cualquier persona del equipo o auditor pueda
revisar y entender las transformaciones realizadas. Sobre esto hablamos en el punto ndmero cuatro de
nuestro decalogo.
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4. DOCUMENTAR Y VERSIONAR:
REPRODUCIBILIDAD ANTE TODO

La reproducibilidad es un principio fundamental en cualquier disciplina cientifica y cobra ain mayor
relevancia en el ambito de la ciencia de datos, donde los procesos suelen ser complejos, iterativos y
dependientes de multiples variables. No se trata Gnicamente de almacenar el cédigo que genera un
resultado, sino de poder volver a ejecutar todo el flujo de trabajo, desde la ingesta de los datos hasta
la obtencidn de los productos finales, bajo las mismas condiciones y con la garantia de obtener los
mismos resultados.

7N z

& ¢Cémo se puede lograr?
En los dltimos afios, han emergido metodologias y enfoques que han transformado esta tarea, hacién-
dola mas estructurada, colaborativa y confiable. A continuacioén, se incluyen varios ejemplos de las mas
populares:

e La adopcién generalizada de cuadernos interactivos (mas conocidos como Notebooks) como ele-
mentos centrales de trabajo ha permitido integrar cédigo, visualizaciones, narrativa y resultados en
un Unico formato entendible por humanos y procesable por maqguinas. Esto ha facilitado no solo la
documentacién técnica, sino también la comunicacién efectiva con otros perfiles del equipo o con
audiencias no especializadas. Estos cuadernos o meta-documentos, es decir, documentos que com-
binan textos explicativos, fragmentos de cdédigo y resultados de la ejecucidn, como tablas de datos y
graficos, han revolucionado la disciplina de la ciencia de datos en los Ultimos cinco a diez afos. Por
ejemplo, todos los ejercicios de datos que hacemos en datos.gob.es los hacemos en formato Jupyter
Notebooks y son ejecutables en Google Colab.

Puedes acceder a los ejercicios de datos.gob.es
en nuestro repositorio de GitHub.

¢ La implementacion de pipelines de datos declarativos (secuencias paso a paso con los datos),
qgue permiten definir paso a paso el flujo de procesamiento de datos. Esto ha permitido capturar
explicitamente las dependencias y asegurar la trazabilidad completa. Estas estructuras permiten
gue el trabajo de ciencia de datos se asemeje mas al de una cadena de montaje industrial, donde
cada componente tiene un rol bien definido, puede auditarse, replicarse y testearse de forma aisla-
da o conjunta.

¢ El auge de las practicas de gestion de experimentos y seguimiento de versiones de mode-
los, que permiten almacenar y comparar configuraciones, métricas, hiperpardmetros y salidas en
tiempo real. Gracias a estos avances, hoy es posible gestionar cientos de experimentos de forma
organizada, documentar su evolucidén y entender con precisién por qué un modelo funciond mejor
gue otro.

¢ El marco de trabajo conocido como MLOps ha traido consigo una nueva disciplina que combina
buenas practicas de ingenieria de software, automatizaciéon y gobernanza para asegurar que los
modelos (que veremos en nuestro préximo punto) no solo se desarrollen correctamente, sino que
puedan mantenerse, monitorizarse y reproducirse en entornos reales a lo largo del tiempo. La meto-
dologia MLOps impulsa la integracién de la reproducibilidad como una caracteristica estructural del
ciclo de vida de los datos, y no como un esfuerzo manual al final del proceso.
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Metodologias y herramientas que facilitan la reproducibilidad

Cuadernos interactivos Pipelines de datos
(Notebooks) declarativos

Gestidn de experimentos y MLOps
seguimiento de versiones
de modelos

Figura 6. Metodologias y herramientas que facilitan la reproducibilidad. Fuente: elaboracién propia - datos.gob.es.
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5. ELEGIR EL MODELO ADECUADO, NO EL MAS
SOFISTICADO

Seleccionar el modelo analitico mas adecuado es una decisidn critica que debe basarse en el conoci-
miento profundo del problema, las caracteristicas del conjunto de datos y los objetivos del proyecto. Ade-
mas, es importante aprender a explicar las ventajas y limitaciones de cada enfoque (regresion, arboles,
redes neuronales...).

(Y &

& ¢Coémo se puede lograr?
La experiencia del cientifico aqui juega un papel fundamental. El cientifico de datos debe resistir la tenta-
cidn de usar el algoritmo mas complejo o novedoso simplemente por su sofisticaciéon técnica. En cambio,
debe centrarse en identificar qué tipo de modelo ofrece el mejor equilibrio entre rendimiento, interpreta-
bilidad, coste computacional y facilidad de mantenimiento.

Existen diferentes familias de modelos, cada una con sus ventajas y limitaciones. Es importante destacar
que las familias de modelos deben elegirse en funcién del tipo de problema a resolver. En el siguiente
apartado veremos coémo evaluar el resultado de aplicar un modelo al problema que se pretende resolver. A
esto también se le conoce cémo aplicar un modelo para resolver una tarea (clasificar un objeto, pronosticar
una temperatura, etc.).

A continuacién, introducimos los tipos habituales de problemas a resolver y las familias de modelos mas
usadas en esos problemas.

Esta primera tabla muestra los tipos de problemas o tareas a resolver:

Tipo de Tarea Objetivo Ejemplos comunes
e .. Asignar una etiqueta o clase a cada Deteccién de fraude, diagndstico
Clasificacion .. - e oo
observacion médico, clasificacidon de imagenes
. s . . . Prediccidn de precios, demanda,
Regresion Predecir un valor numérico continuo
temperatura
Clustering Agrupar observaciones similares sin Segmentacién de clientes, analisis de
(Agrupamiento) etiquetas previas comportamiento
Deteccion de . . Detecciéon de fraude, fallos en
) Identificar eventos raros o inusuales . .
anomalias sensores, intrusiones en red
Ranking y Sugerir elementos personalizados a Sistemas de recomendacion de
Recomendacién usuarios productos, contenidos, peliculas
Predicciéon de series Predecir valores futuros a partir de Prevision de ventas, consumo
temporales datos secuenciales energético, cotizaciones bursatiles

Figura 7. Resumen de tipos habituales de tareas en ciencia de datos. Fuente: elaboracién propia - datos.gob.es.
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Decdlogo cientifico de datos

Ahora, algunas familias comunes de modelos y sus caracteristicas.

Familia de modelo Caracteristicas
Modelos lineales (regresién lineal o e Simples y rapidos de entrenar.
logistica) e Faciles de interpretar, lo que los hace ideales cuando la

transparencia y la explicabilidad son prioritarias.

Arboles de decision y variantes e Mayor capacidad de modelado no lineal.

(random forest o boosting) e Se adaptan bien a datos heterogéneos con relaciones
complejas.

Redes neuronales y deep learning e Adecuadas para problemas de alta complejidad como

imagenes, texto o sefales temporales.

® Requieren grandes volumenes de datos, recursos
computacionales significativos y un alto esfuerzo de
ajuste y monitorizacion.

Modelos de ensemble o Muy eficaces en problemas estructurados.
e Ofrecen una buena relacién entre precision y robustez,
especialmente cuando se busca rendimiento inmediato.

Figura 8. Familias comunes de modelos. Fuente: elaboracion propia - datos.gob.es.
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Finalmente, a modo de resumen, la combinacién entre familias de modelos y problemas a resolver
puede verse de la siguiente manera

Tipo de tarea

Objetivo

Ejemplos

Modelos habituales

Clasificacion

Asignar observaciones
a una o varias clases
discretas

Detecciéon de
fraude, clasificacion
de imagenes,
categorizacién de
productos

Regresion logistica,
arboles de decisién,
random forest, XGBoost,
SVM, Naive Bayes, redes
neuronales.

Regresion

Predecir una variable
numeérica continua

Prediccién de precios,
temperaturas,
demanda, consumo
energético, duraciéon de
|lamadas

Regresion lineal,
arboles de decision
para regresion, modelos
de ensemble como
Random Forest o
Gradient Boosting,
redes neuronales de
regresion

Clustering o
agrupacion
(segmentacién no
supervisada)

Agrupar elementos
similares sin etiquetas
previas

Segmentacién de
clientes, agrupacion

por comportamiento o
caracteristicas comunes

K-means, DBSCAN,
HDBSCAN,
agrupamiento
jerarquico

Deteccion de

|dentificar

Deteccién de fraude,

Isolation Forest,

relevancia o preferencia
estimada

recomendacion,
rankings en motores de
busqueda

anomalias valores atipicos o fallos en sensores, autoencoders, SVM
comportamientos comportamientos para una clase, modelos
andémalos inusuales en red probabilisticos

Ranking y Ordenar elementos Motores de Factoracion de

Recomendacién en funcién de una

matrices, modelos
colaborativos, modelos
basados en contenido,
enfoques hibridos

Series temporales

Anticipar valores
futuros a partir de
observaciones pasadas

Prediccion de demanda
energética, precios
bursatiles, visitas a un
sitio web

ARIMA, SARIMA,
Prophet, LSTM, RNN,
modelos basados en
arboles con ingenieria
temporal (como
XGBoost)

Figura 9. Combinacidn entre familias de modelos y problemas a resolver. Fuente: elaboracion propia - datos.gob.es.

La eleccidon del modelo debe considerar también el entorno operativo en el que se va a desplegar. No es lo
mismo un modelo que se ejecuta en un datacenter con cuasi-infinitas capacidades de computacion que
el que se ejecuta en un coche y debe de tomar decisiones en tiempo real. En este sentido debemos de
hacernos algunas preguntas:
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. Decdlogo cientifico de datos

¢ ; Hay limitaciones de capacidad de procesamiento?
® ; Es necesario justificar las decisiones ante auditores o reguladores?
e ;El modelo debe actualizarse frecuentemente o ejecutarse en tiempo real?

En estos casos, donde hay ciertas restricciones evidentes, modelos simples y auditables pueden ser prefe-
ribles.

Finalmente, la naturaleza del problema orienta la eleccién del modelo: ¢ se trata de clasificacion, regresion,
clustering, deteccidon de anomalias, predicciéon de series temporales? El cientifico de datos debe pensar
estratégicamente en gque la mejor solucion no siempre es la mas precisa, sino la que mejor encaja en el
contexto operativo y aporta valor real al negocio o la sociedad.
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6. MEDIR CON SENTIDO: METRICAS Y VALIDACION
ADECUADA

Si hemos llegado hasta aqui, ya hemos comprendido el problema (la tarea que queremos resolver), explo-
rado y preparado los datos, y seleccionado un modelo que se ajusta a nuestras necesidades. Ahora es el
momento de responder a la gran pregunta: ¢funciona el modelo? Y, mas importante aun, ¢funciona sufi-
cientemente bien para resolver el problema que nos propusimos? En este punto, es relevante medir si:

1. Las métricas se alinean con el objetivo (negocio, precisién, coste del error...).
2.Se aplica bien la validacion cruzada prestando atencidén a los datos temporales o desequilibrados.

3.No confundir performance en test con valor en produccién.

@ ¢Cémo se puede lograr?

La evaluacion del modelo debe abordarse desde una doble perspectiva: técnica y funcional.

Desde el plano técnico, es fundamental seleccionar métricas adecuadas al tipo de problema o, como
hemos mencionado, la tarea a resolver. Por ejemplo:

e Para modelos de tipo clasificador en los que se predicen clases o categorias (por ejemplo, si un
email es spam o no, si una imagen contiene un gato o un perro) se usan las siguientes métricas:

e Precision (Accuracy): mide el porcentaje de predicciones correctas sobre el total de observa-
ciones. Util cuando las clases estan balanceadas.

e Recall (Sensibilidad o Tasa de verdaderos positivos): evalla cudntos casos positivos reales
fueron correctamente detectados y es clave cuando es prioritario detectar todos los casos de
una clase, como en deteccidn de fraude o enfermedades.

e F1Score: es la media armdnica entre precisidon y recall y es muy Util cuando hay un desbalan-
ce de clases y no se quiere favorecer una métrica sobre otra.

e ROC-AUC (Area bajo la curva ROC- Receiver Operating Characteristic o Caracteristica
Operativa del Receptor-): mide la capacidad del modelo para distinguir entre clases en todos
los umbrales posibles. Cuanto mas cercano a1, mejor.

e Para tareas de tipo regresion donde el modelo predice valores numéricos continuos, como precios,
temperaturas o ventas se suelen utilizar las siguientes métricas:

o MAE (Mean Absolute Error): promedio de los errores absolutos entre las predicciones y los
valores reales. Es facil de interpretar y penaliza todos los errores de forma uniforme.

¢ También podemos usar la version porcentual del MAE, el MAPE. Mean Absolute Percen-
tage Error se utiliza principalmente en problemas de regresidon y, mas especificamente, en
contextos donde interesa medir el error en términos relativos o porcentuales respecto al
valor real.

¢ RMSE (Root Mean Squared Error): es |la raiz cuadrada de la media de los errores al cuadrado.
Penaliza mas los errores grandes. Util si se desea evitar predicciones muy desviadas.

¢ R? (Coeficiente de Determinacion): un superclasico. Indica qué proporcién de la variabilidad
de la variable objetivo puede explicarse por el modelo. Su valor va de 0 a 1 (aunque puede ser
negativo cuando el modelo predice peor que simplemente usar la media de los valores
reales como prediccidn para todos los casos).

Iniciativa

GOBIERNO | MINISTERIO )
© C— DEESPANA | PARALATRANSFORMACION DIGITAL | O 0 e s
Y DE LA FUNCION PUBLICA PY . 0

INDICE



https://es.wikipedia.org/wiki/Precisi%C3%B3n
https://towardsdatascience.com/precision-vs-recall-386cf9f89488
https://scikit-learn.org/stable/modules/generated/sklearn.metrics.f1_score.html
https://en.wikipedia.org/wiki/Receiver_operating_characteristic
https://www.statology.org/mean-absolute-error/
https://en.wikipedia.org/wiki/Root-mean-square_deviation
https://scikit-learn.org/stable/modules/generated/sklearn.metrics.r2_score.html

Decdlogo cientifico de datos

e Para segmentacion (clustering), no hay “verdaderos positivos”, pero pueden usarse métricas como
Silhouette Score, Davies-Bouldin index o comparacidn con etiquetas reales usando ARI (Adjusted
Rand Index).

¢ Para deteccidén de anomalias, se utilizan métricas como Precisién, Recall o Area bajo la curva
ROC-AUC. El énfasis se pone en minimizar falsos negativos cuando se desea capturar eventos poco
frecuentes pero relevantes.

e Para ranking y recomendacion, se utilizan métricas especificas orientadas a evaluar la calidad de
las listas ordenadas de resultados, como MAP@K (Mean Average Precision at K), NDCG (Normalized
Discounted Cumulative Gain), Hit Rate o Precision@K. Estas métricas permiten medir si los elemen-
tos mas relevantes aparecen en las primeras posiciones, lo que es crucial en sistemas de recomen-
dacidon o motores de busqueda. Ademas, en entornos reales, es comun complementar la evaluacion
offline con experimentacion A/B y métricas de negocio (engagement, conversion, retencién) para
validar el impacto en usuarios reales.

e Para prediccion de series temporales, se emplean métricas similares a regresién, como MAE o
RMSE, pero teniendo en cuenta el desfase temporal y estacionalidad. También pueden usarse
MAPE y pruebas de residuos autocorrelacionados.

El siguiente cuadro resume las métricas estandar para evaluar técnicamente un modelo:

Tipo de problema Métricas habituales Guia de uso y/o aplicacién

Clasificacion Precision, Recall, F1 Score, ROC-AUC | Elegir segun balance de clasesy
coste de error

Regresion MAE, RMSE, R2 MAE es facil de interpretar; RMSE
penaliza mas errores grandes

Clustering o agrupacion | Silhouette Score, DB Index, ARI Comparar estructura interna o contra
etiguetas reales

Deteccion de anomalias | Precision, Recall, ROC-AUC Minimizar falsos negativos; eventos
poco frecuentes

Ranking y MAP@K, NDCG, Precision@K, Hit Evaluar calidad en los primeros
recomendacion Rate resultados; combinar métricas offline
y test A/B en produccion

Series temporales MAE, RMSE, MAPE Considerar estacionalidad y desfase
temporal

Figura 10. Cuadro Resumen con las métricas estdndar para evaluar técnicamente un modelo.
Fuente: elaboracion propia - datos.gob.es.

© Es clave validar con criterios de generalizacién

Un modelo no es util si solo funciona bien sobre los datos con los que fue entrenado. Por eso, la validaciéon
con criterios de generalizacion es fundamental para asegurar que el modelo sea robusto y mantenga un
buen rendimiento frente a datos nuevos y cambiantes. Algunas practicas clave incluyen:
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e Separacion adecuada entre los conjuntos de entrenamiento, validacién y prueba: una mala
particién de los datos puede producir modelos artificialmente optimistas o pesimistas. La separa-
cién clara de los conjuntos garantiza que el modelo se entrene sobre un subconjunto, se ajuste sobre
otro (validacidon) y finalmente se evallUe de forma honesta sobre un conjunto nunca visto (test). Esta
disciplina es clave para evitar fugas de informacidén (data leakage)y para evaluar la capacidad real del
modelo de generalizar.

e Uso de validacién cruzada (cross-validation): esta técnica consiste en dividir el conjunto de datos
en multiples particiones (o “folds") y entrenar/validar el modelo varias veces, rotando los conjuntos de
entrenamiento y prueba. Esto permite obtener estimaciones mas estables del rendimiento y reduce
la dependencia de una sola division de los datos. La validacidn cruzada es especialmente Util cuando
se dispone de pocos datos o cuando hay riesgo de sobreajuste.

e Simulacién de escenarios adversos o cambios en la distribucion de los datos (data drift): en
entornos reales, la distribucién de los datos puede cambiar con el tiempo. Un modelo que funciona
hoy puede fallar mafiana si no esta preparado para esos cambios. Por eso, es recomendable simular
posibles escenarios de drift, commo cambios estacionales, tendencias, aparicidn de nuevas categorias o
degradacién de sensores. También pueden aplicarse pruebas de robustez como la inyeccién de ruido
controlado o la supresién de ciertas variables para medir la resiliencia del modelo.

La siguiente tabla resume esta separacion de datos entre entrenamiento, validacién y prueba:

OBJETIVO BUENAS PRACTICAS

e Usar solo una parte de los
datos (70-80%).

Ajustar los parametros del e Asegurar aleatoriedad y
. Entrenamiento modelo utilizando los datos representatividad.
disponibles. e Evitar data leakage

(variables con informacion
futura o externa).

e Separar un conjunto distinto
al de entrenamiento.

Evaluar el modelo durante . .
e Usar validacion cruzada

Su ajuste para seleccionar

Validacion . . . (k-fold, stratified, time series
hiperpardmetros y prevenir <plit)
sobreajuste.
o Comparar modelos con
métricas coherentes.
e Nunca usar este conjunto
durante el entrenamiento o
Evaluar el rendimiento final validacion.
. Prueba (Test) de forma objetiva, simulando e Aplicar métricas relevantes
nuevos datos. para negocio.

e Simular condiciones
adversas (data drift, ruido).

Figura 11. Separacion de Datos en Entrenamiento, validacion y prueba. Fuente: elaboracion propia - datos.gob.es.
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» . . Decdlogo cientifico de datos

Estas practicas no solo ayudan a validar que el modelo funciona, sino que permiten anticipar su compor-
tamiento futuro y tomar decisiones informadas sobre su despliegue, mantenimiento y eventual reentrena-
miento. La generalizacién no es un lujo, sino una condicién indispensable para el éxito de cualquier siste-
ma basado en datos.

Pero no todo es metodologia técnica. Desde el plano funcional el modelo debe resolver un problema
real, por lo que también se valida desde la perspectiva del usuario final o del negocio. ; Aporta informacién
util? ¢Genera confianza? ;Responde con suficiente rapidez? ; Es comprensible cédmo y por qué toma cier-
tas decisiones?

No hay peor modelo que aquel cuyos resultados los usuarios no identifican como
valiosos: esto erosiona la confianza en todo el proceso de ciencia de datos.

Recoger feedback cualitativo en esta fase es tan importante como cualgquier métrica numeérica. Los usua-
rios pueden detectar matices, sesgos o errores de contexto que no son evidentes en las estadisticas.

Ademads, su implicacién desde esta fase de validacién refuerza la aceptacion futura del modelo y facilita su
adopcidén operativa.

En muchos casos, este intercambio con los usuarios finales puede conducir a una nueva iteracién del
modelo: ajustar variables, redefinir objetivos o incluso replantear por completo el enfoque. La evaluacion
no debe ser vista como el final del proceso, sino como un punto de inflexién que conecta el trabajo
técnico con su impacto real.
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El siguiente cuadro resume los puntos 6 y 7 de este decdlogo mostrando la relacién entre familia de mode-
los, tipo de tarea y métricas:

Familia de modelo

Tipo de tarea o problema

Métricas de evaluacion

Regresién Lineal /
Logistica

® Regresion (lineal)
e Clasificacidon binaria

e MAE, RMSE, R? (regresion)
e Accuracy, Recall, F1, AUC
(clasificacion)

Arboles de Decisién

e Clasificacidn
® Regresion

e Accuracy, F1, AUC (clasificacidn)
o MAE, RMSE (regresién)

Random Forest /
Gradient Boosting

e Clasificacion
® Regresion

e 1, AUC, Precision-Recall
(clasificacion)
e RMSE, R? (regresion)

Redes Neuronales
(DNN, CNN, RNN)

e Clasificacion

® Regresion

e Series temporales

e Procesamiento de imagenes/texto

e F1, AUC (clasificacion)
® RMSE, MAE (regresién)
o MAPE, RMSE (series temporales)

Maquinas de Vectores
de Soporte (SVM)

e Clasificacion (principalmente)

e Accuracy, F1, AUC

Modelos de Clustering
(K-Means, DBSCAN)

e Agrupamiento no supervisado
(segmentacion)

e Silhouette Score, Davies-Bouldin,
ARI (Adjusted Rand Index)

Modelos para deteccién
de anomalias

e Outlier detection / sistemas
antifraude

e Precision, Recall, F1
e AUC-ROC
e Confusién con clase negativa

Figura 12. Relacion entre familia de modelos, tipo de tarea y métricas. Fuente: elaboracién propia - datos.gob.es.
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7. VISUALIZAR PARA ENTENDER Y COMUNICAR
68

If you can’t explain it simply, you don’t understand it well enough.
— Richard Feynman, premio Nobel de fisica.

La ciencia de datos no solo consiste en construir modelos, sino en ser capaces de explicar qué dicen y por
gué importan. Una visualizacién eficaz no es un adorno: es una herramienta fundamental para pensar,
explorar, entender y, sobre todo, comunicar. Si un analisis no puede ser traducido en una historia com-
prensible para otros, es probable que aln no lo comprendamos del todo.

En las fases iniciales del analisis, las visualizaciones ayudan a identificar patrones, tendencias y anomalias
gue podrian pasar desapercibidas en tablas o métricas. Sin embargo, en las fases posteriores, son una
potente herramienta que permite mostrar de manera clara los resultados del modelo, su desempefio y sus
implicaciones practicas.

Un grafico mal diseflado puede confundir méas que aclarar. Por eso, el cientifico de datos debe dominar
principios basicos de disefio visual: como elegir los tipos de gréaficas adecuados, cdémo manejar escalas,
colores y etiquetas, y cOmo evitar sesgos visuales o exageraciones. Es importante tener en cuenta el perfil
del publico al que se dirige cada visualizacién: no es lo mismo explicar un modelo a un equipo técnico que
a un consejo de direccién o a un regulador externo.

7N z
¢Como se puede lograr?
Recomendamos seguir las siguientes buenas practicas:

e Ensaya la visualizacién como una historia visual (“data storytelling”):

¢ Define un hilo narrativo claro: ;qué queremos que entienda el lector?

e Utiliza la secuencia y disefio para guiar la atencién y construir comprensién progresiva.

e Evita el exceso de visualizaciones: mejor pocas y bien hechas, gue muchas y confusas.
e Selecciona el tipo de visualizacién mas adecuado segun el objetivo:

e Para comparar categorias: diagramas de barras o columnas.

e Para representar distribuciones: histogramas, boxplots o violin plots.

e Para visualizar relaciones: graficos de dispersién o mapas de calor.

e Para seguir una evolucién temporal: series temporales o areas apiladas.

e Para comunicar estructura: diagramas de red, arboles o diagramas de Sankey.
e Utiliza principios de disefio visual claros y efectivos:

e Elimina elementos innecesarios (“chartjunk”).

e Usa colores con significado y contraste suficiente.

e Aplica jerarquia visual (tamafo, posicién, tipografia) para destacar lo importante.

¢ Incluye etiquetas, leyendas y titulos descriptivos que faciliten la interpretacion.
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e Usa la visualizacién como herramienta de andlisis y no solo de comunicacién:
e Durante la exploraciéon de los datos para detectar patrones o errores.
e Durante el modelado para interpretar resultados o evaluar variables importantes.
e Durante la validacién para detectar casos problematicos, sesgos o errores sistematicos.
e Adapta el lenguaje visual al publico objetivo:
e Para publicos técnicos: priorizar precision, granularidad y detalle estadistico.
e Para publicos de negocio o gestidn: centrarse en mensajes clave y narrativas visuales simples.

e Para presentaciones ejecutivas: incluir insights claros, recomendaciones y elementos visuales
autoexplicativos.

Buenas practicas para la visualizacion de datos

OB ON O SO0

Ensaya la Selecciona Utiliza principios Usa la Adapta el
visualizacion el tipo de de disefio visualizacion lenguaje visual
como una visualizacion visual clarosy como al publico
historia mas adecuado efectivos. herramienta objetivo.

visual (“data segun el de analisis

storytelling”). objetivo. y no solo de

comunicacion.

Figura 13. Buenas prdcticas en la visualizacion de datos. Fuente: elaboracion propia - datos.gob.es.

Ademas, en entornos colaborativos, las visualizaciones funcionan como puente entre perfiles técnicosy
no técnicos, generando un espacio compartido para la toma de decisiones. Esta es una problematica tan
frecuente que en muchas organizaciones existe la figura del traductor o translator cuya misién principal
es asegurar el entendimiento pre y post proceso de ciencia de datos.

El mejor cientifico de datos es aquel que no requiere de un traductor para
completar su trabajo.

Hoy, la visualizacién de datos también abarca la creacidén de cuadros de mando interactivos, aplicaciones
ligeras o informes dindmicos. Estas herramientas permiten no solo observar resultados, sino también ex-
plorarlos, filtrarlos y contextualizarlos en tiempo real. Una buena narrativa visual puede transformar un mo-
delo complejo en una historia comprensible y accionable. Los medios de comunicacién especializados

y de prestigio ponen especial atencion a contar historias con los datos y cuentan entre sus plantillas
con auténticos expertos que combinan a la perfeccion las habilidades técnicas en el manejo de los
datos y la destreza en la comunicacién visual con los datos.

Una visualizacion poderosa no es aquella que impresiona, sino la que ayuda a tomar mejores decisiones.
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8. JUGAR EN EQUIPO: CIENCIA DE DATOS ES
TRABAJO COLABORATIVO

Aunque la imagen del cientifico de datos como un experto que lo hace todo por su cuenta es tentadora,
la realidad es muy distinta. La ciencia de datos es, por naturaleza, un trabajo en equipo. Para que un
proyecto funcione, es necesario colaborar con perfiles muy diversos:

® [ngenieros de datos que preparan y escalan los sistemas.

e Analistas que conocen en detalle los indicadores clave.

e Expertos del dominio que entienden el contexto del problema y trabajan en el area de gobernanza.
® Responsables de negocio que tomardn decisiones a partir de los resultados.

& ¢Como se puede lograr?

Hoy en dia, muchos equipos de ciencia de datos trabajan de forma distribuida, en entornos digitales y
colaborativos. Herramientas de gestion de proyectos, documentaciéon compartida en la nube y entornos
interactivos permiten trabajar juntos desde cualquier lugar. Metodologias agiles como Scrum o Kanban
ayudan a organizar el trabajo en ciclos iterativos y mantener una comunicacién constante. Los reposito-

rios compartidos, los cuadernos colaborativos y los sistemas de seguimiento de experimentos se han
vuelto esenciales para coordinar esfuerzos y garantizar la trazabilidad del trabajo.

En estos entornos, la transparencia y la documentacién son aln mas importantes: un equipo remoto solo
puede avanzar con fluidez si todos sus miembros saben en qué esta trabajando el resto, qué decisiones se
han tomado y por qué.

|u

La figura del “cientifico de datos solitario” da paso a un perfil mucho mas conectado,
capaz de trabajar codo a codo con perfiles técnicos y de negocio, aunque estén a
miles de kildmetros.

En este entorno, no basta con saber programar o construir modelos matematicos complejos. También es
fundamental saber escuchar, hacer buenas preguntas, explicar ideas técnicas de forma sencilla y adaptar
el lenguaje al interlocutor. Un modelo puede ser excelente desde el punto de vista técnico, pero si na-
die lo entiende, confia en él o sabe cémo usarlo, no servira de nada.

Ademas, en proyectos reales hay decisiones que se negocian y validan colectivamente: qué datos usar, qué
variables incluir, qué umbral aplicar, cudndo desplegar una solucién... Saber coordinarse, ceder cuando
toca y construir confianza entre los distintos perfiles del equipo es tan importante como saber ajustar un
hiperpardmetro.

El mejor trabajo de ciencia de datos es el que se construye en conjunto, donde cada miembro del equipo
aporta su vision para lograr una solucién Util, robusta y sostenible. En este sentido, el rol del cientifico de
datos es también el de un facilitador: alguien que ayuda a conectar las piezas y construir puentes entre lo
técnicoy lo estratégico.
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9. MANTENERSE ACTUALIZADO
(Y CRITICO)

La ciencia de datos es una disciplina en constante evolucion. Nuevas librerias, modelos, marcos tedricos,
técnicas de despliegue o fuentes de datos aparecen cada semana. Para un cientifico de datos, mantenerse
actualizado no es una opcidn: es parte esencial del oficio.

& ¢Como se puede lograr?
Hoy, existen multiples formas de seguir el ritmo del ecosistema. Plataformas como arXiv, Medium (Towards
Data Science), KDnuggets, Papers with Code o Distill.pub publican continuamente articulos, tutoriales y
ejemplos que permiten conocer de primera mano los avances mas relevantes. Comunidades como r/datas-
cience en Reddit, Hugging Face o los canales especializados en YouTube y podcasts como Data Skeptic o
Not So Standard Deviations ofrecen discusiones actualizadas sobre tendencias y buenas practicas.

En el dambito del machine learning, librerias como scikit-learn, XCBoost, LightGBM o CatBoost siguen
siendo pilares fundamentales, pero modelos fundacionales como Transformers, desplegados a través de
TensorFlow, PyTorch o JAX, estan redefiniendo lo que es posible hacer con texto, imagenes o sefiales.

En el plano del despliegue y la monitorizacién, conocer plataformas como MLflow, Weights & Biases, DVC o
incluso entornos como Vertex Al (Google), SageMaker (AWS) o Azure ML Studio permite cerrar el ciclo entre
investigacidn y produccién. No es necesario dominar todas, pero si tener una visién general del panorama
y saber dénde buscar herramientas para cada etapa del proceso.

Ahora bien, actualizarse no significa adoptarlo todo sin filtro. Ser un buen profesional implica también
desarrollar una mirada critica. No todas las modas tecnoldgicas se sostienen en el tiempo, ni todos los mo-
delos sirven para cualquier contexto. Es clave preguntarse: ¢ Esta nueva técnica mejora significativamen-
te lo que ya uso? ¢Esta alineada con el problema que resuelvo? ;Compensa su coste de aprendizaje,
implementaciéon y mantenimiento?

Por eso, la actualizacion debe combinar exploracién y criterio. Probar nuevas herramientas, si; pero tam-
bién profundizar en fundamentos sélidos, como estadistica, teoria del aprendizaje, analisis de errores o
gestién de incertidumbre. Entender por qué algo funciona (y no solo cémo usarlo) es lo que diferencia a un
cientifico de datos eficaz de un simple usuario de herramientas.

Y como todo en este campo, aprender es también un proceso colectivo. Participar en comunidades, hac-
katones, conferencias o cursos especializados es una excelente manera de mantenerse al dia, com-
partir experiencias y seguir creciendo.

Necesitas mas: escucha nuestro podcast en el que te lo contamos en una entretenida
y amigable entrevista.
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10. SER ETICO: EL IMPACTO DE TUS MODELOS
IMPORTA

La ética no es un adorno en la ciencia de datos: es un pilar. Los modelos que disefiamos no existen en el
vacio; se aplican en contextos reales y afectan directamente a personas, organizaciones y procesos sociales.
Desde un sistema de recomendacién hasta un modelo de deteccidon de fraude o un algoritmo de scoring
crediticio, todas las decisiones automatizadas tienen consecuencias. La pregunta no es si nuestro modelo
tiene impacto, sino si estamos preparados para asumir la responsabilidad de ese impacto.

¢Como se puede lograr?

El primer frente es el sesgo algoritmico. Cuando los datos con los que entrenamos un modelo reflejan des-
igualdades existentes —por ejemplo, en salud, educacion, justicia o empleo— existe el riesgo de amplificarlas.
Si no lo detectamos a tiempo, el modelo perpetuara injusticias bajo una apariencia de objetividad. Por eso, es
esencial analizar los sesgos de entrada y salida, cuestionar qué variables usamos, y reflexionar sobre qué signi-
fica “equidad” en cada caso. Hay distintas métricas y marcos (como Equalized Odds, Demographic Parity) que
ayudan a evaluar esto, pero requieren de un enfoque proactivo y consciente desde el inicio del proyecto.

Un segundo punto clave es la privacidad y el uso responsable de los datos personales. El cumplimien-
to del Reglamento General de Protecciéon de Datos (RCPD) en Europa, y de otras normativas similares en

el mundo (como la CCPA en California), obliga a tener claras las bases legales de tratamiento, asegurar la
minimizacién de datos, anonimizar o seudonimizar informacion cuando sea posible y garantizar la transpa-
rencia hacia los usuarios. No basta con cumplir con lo minimo legal: muchas veces, la confianza del usuario
se construye a través de practicas voluntarias mas exigentes, como el disefio de sistemas “privacy-by-de-
fault” o el uso de diferencial de privacidad en la generacion de datos.

También debemos reflexionar sobre la explicabilidad y transparencia de los modelos. En entornos criticos
(como salud, justicia o servicios publicos), no es aceptable que una decisidn automatizada sea una “caja negra”.
La ciudadania, los reguladores y los propios usuarios tienen derecho a entender —aungue sea parcialmente—
cdmo y por qué se toman ciertas decisiones. Aqui entran conceptos como la interpretabilidad de modelos, el uso
de técnicas como SHAP, LIME o contrafactuales, y la obligacion ética de documentar las limitaciones del sistema.
La transparencia no solo protege a los usuarios, sino que también refuerza la credibilidad del trabajo técnico.

Ademas, el cientifico de datos debe anticipar posibles usos indebidos o consecuencias no deseadas de sus mo-
delos. { Puede este modelo ser manipulado? ; Podria utilizarse para fines distintos a los inicialmente previstos? ¢ A
quién podria perjudicar sin que Nnos demos cuenta? Preguntas como estas forman parte de una practica profe-
sional madura, que no solo busca optimizar métricas, sino minimizar dafos y maximizar beneficios reales.

Por dltimo, pero no menos importante, estad la gobernanza de la inteligencia artificial. Cada vez mas
organizaciones estan desarrollando principios, comités y marcos éticos para asegurar que el desarrollo de
modelos se ajusta a valores fundamentales como la justicia, la responsabilidad, la no discriminaciény la
sostenibilidad. El cientifico de datos debe conocer estos marcos, participar activamente en su implemen-
taciény, si es necesario, levantar la voz cuando detecte riesgos o malas practicas.

La ética en ciencia de datos no es un conjunto de normas abstractas: es una brujula
practica para construir tecnologia que sirva a las personas. Ignorarla es poner en juego
la confianza, la legitimidad y la eficacia de todo lo que hacemos.
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BONUS-TRACK: TUS LENGUAJES ALIADOS

BONUS-TRACK: PYTHON + R, NO PYTHON VS R

Uno de los debates mas comunes (y a menudo innecesarios) en ciencia de datos es la supuesta rivalidad
entre Python y R. Sin embargo, la realidad profesional demuestra que ambos lenguajes son herramientas
complementarias. Cada uno aporta ventajas claras segun el tipo de analisis, la fase del proyecto o el entor-
no organizativo. Para un cientifico de datos completo, conocer y combinar ambos lenguajes multiplica su
versatilidad y capacidad de aportar valor.

L] Python: el estandar de facto en ciencia de datos aplicada

Uno de los debates mas comunes (y a menudo innecesarios) en ciencia de datos es la supuesta rivalidad
entre Python y R. Sin embargo, la realidad profesional demuestra que ambos lenguajes son herramientas
complementarias. Cada uno aporta ventajas claras segun el tipo de analisis, |a fase del proyecto o el entor-
no organizativo. Para un cientifico de datos completo, conocer y combinar ambos lenguajes multiplica su
versatilidad y capacidad de aportar valor.

¢Por qué Python?
® Procesado de datos: librerias como pandas, numpy, polars o dask permiten tratar datos estructura-
dos, grandes volUmenes y operaciones vectorizadas.

e Modelado y machine learning: scikit-learn sigue siendo el estandar para modelos clasicos, mien-
tras que XGBoost, LightGBM, CatBoost o H20.ai ofrecen soluciones optimizadas para tareas de clasi-
ficacion y regresion a gran escala.

e Deep learning y modelos generativos: TensorFlow, Keras, PyTorch, Transformers (Hugging Face)
son la base de casi todo lo relacionado con redes neuronales, procesamiento del lenguaje natural
(NLP, en sus siglas en inglés), vision artificial y modelos fundacionales.

e MLOps y despliegue: para integrar modelos en pipelines y entornos productivos, Python cuenta
con herramientas como MLflow, FastAPI, Flask, Airflow, Prefect, BentoML y ONNX, ademas de sopor-
te nativo en plataformas como AWS SageMaker, Vertex Al (Google) o Azure ML Studio.

e Visualizacién: aunque no es su punto mas fuerte, herramientas como matplotlib, seaborn, plotly,
altair y holoviews permiten generar visualizaciones desde basicas hasta interactivas.

Python también permite trabajar facilmente con una API, extraer datos de la web, automatizar flujos, tra-
bajar con datos no estructurados e integrarse con bases de datos relacionales (SQLAlchemy) o no relacio-
nales (PyMongo, Redis, Neo4j).

@ R: anilisis estadistico de profundidad y visualizacién refinada

R fue disefiado especificamente para el analisis de datos y la estadistica, y eso se nota. Su fortaleza esta en
el tratamiento detallado de modelos estadisticos, visualizacion de alto nivel, analisis exploratorios y
trabajos académicos o regulatorios donde la trazabilidad matematica importa.

¢Por qué R?
e Exploraciéon y limpieza: el ecosistema tidyverse (con dplyr, tidyr, readr, stringr, etc.) ofrece una sin-
taxis muy expresiva para manipular datos tabulares.
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e Exploraciéon y limpieza: el ecosistema tidyverse (con dplyr, tidyr, readr, stringr, etc.) ofrece una sin-
taxis muy expresiva para manipular datos tabulares.

e Visualizaciéon: ggplot2 sigue siendo la referencia en graficos estaticos y tematicamente consisten-
tes. Librerias como plotly, highcharter o gganimate afiaden capas de interactividad y animacion.

e Modelado y estadistica avanzada: para regresiones, modelos mixtos, test de hipotesis, series tem-
porales (forecast, tsibble, fable), modelos lineales generalizados, analisis de supervivencia (survival),
entre otros. R tiene una cobertura profunda y validada en entornos académicos y sanitarios.

e Interfaces de usuario y reporting: RMarkdown, knitr, bookdown y flexdashboard permiten gene-
rar informes reproducibles y dinamicos. Shiny permite construir apps interactivas sin necesidad de
escribir HTML o JavaScript.

e Integracién con Python: gracias a librerias como reticulate, se pueden invocar funciones de Python
desde Ry combinar ambos lenguajes en un mismo flujo de trabajo.

R es especialmente fuerte en contextos donde el foco esta en la validacion estadistica rigurosa, la docu-
mentacion técnica de procesos, o cuando se trata de comunicar resultados en forma de informes formales
o dashboards ad hoc.

4 )

¢Cual usar y cuando?

En entornos de produccion y despliegue conti-

%:@ééb nuo, Python es la opcién dominante.

En analisis exploratorios intensivos, trabajos
académicos o investigaciones clinicas, R ofrece
una profundidad dificil de igualar.

En proyectos colaborativos donde se exige
reproducibilidad y claridad documental, la com-
binacion de RMarkdown y Jupyter Notebooks
puede resultar ideal.

@ En contextos regulatorios o sanitarios, R sigue

3o

siendo ampliamente aceptado por su claridad y
trazabilidad estadistica.

- l En proyectos mixtos, donde se empieza explo-
l rando con Ry se escala con Python, dominar
(@8] . )
ambos permite lo mejor de los dos mundos.

Hoy mas que nunca, la combinacion de Python + R es una ventaja competitiva. No se
trata de elegir, sino de saber cuando aplicar cada herramienta con criterio, entendiendo
sus puntos fuertes y limitaciones. Como cualquier buen oficio, la ciencia de datos se
fortalece con un taller bien equipado.

Iniciativa

= red.es aporta datos.gob.es

INDICE




INDICE

Decdlogo cientifico de datos

GLOSARIO DE TERMINOS DEL CIENTIFICO DE DATOS

¢ API (Application Programming Interface): conjunto de definicionesy protocolos que se utiliza para disefar
e integrar el software de las aplicaciones. Permite la comunicacion entre diferentes sistemas.

e Aprendizaje profundo (Deep Learning): subcampo del aprendizaje automatico que utiliza redes neuronales
artificiales con multiples capas para aprender representaciones de datos con varios niveles de abstraccion.

e arXiv: archivo de prepublicaciones de articulos cientificos en campos como la fisica, matematicas, ciencias
de la computacién, biologia cuantitativa, estadistica, etc.

o Auditoria de datos: proceso de evaluacion sistematica de la calidad, representatividad y fiabilidad de los
datos, incluyendo la deteccion de anomalias e inconsistencias.

e Azure ML Studio: plataforma de aprendizaje automatico en la nube de Microsoft Azure para construir, entre-
nar e implementar modelos.

e Boxplots (diagramas de caja): tipo de grafico que muestra la distribuciéon de un conjunto de datos a través
de sus cuartiles, valores atipicos y medianas.

e CatBoost: algoritmo de gradient boosting en arboles de decisidon, conocido por su buen rendimiento y capa-
cidad para manejar variables categéricas.

e Clustering (agrupacion jerarquica): técnica de aprendizaje no supervisado que agrupa conjuntos de objetos
en clusters (grupos) de tal manera que los objetos en el mismo cluster son mas similares entre si que a los de
otros clusters.

e Dask: libreria de Python para el procesamiento de datos a gran escala, permitiendo ejecutar tareas en para-
lelo o en sistemas distribuidos.

e Datos abiertos: datos que pueden ser utilizados, reutilizados y redistribuidos libremente por cualquier perso-
Nna, sujetos Unicamente a un requisito de atribuciéon y de compartir de la misma manera.

e Datos categoricos: tipo de datos que representan categorias o grupos, sin un orden intrinseco.

e Datos estructurados: datos que residen en un formato fijo dentro de un campo o registro, lo que los hace
faciles de almacenar y acceder.

¢ Datos faltantes (valores faltantes/huecos): ausencia de un valor en una variable o en un registro dentro de
un conjunto de datos.

e Datos no estructurados: datos que no tienen un formato predefinido o una estructura organizacional.

e Datos sintéticos: datos generados artificialmente mediante algoritmos estadisticos o técnicas de inteligen-
cia artificial, que preservan las propiedades estadisticas de un conjunto de datos real sin contener informa-
cién sensible.

e Decisiones automatizadas: decisiones tomadas por un sistema sin intervencién humana, basadas en algo-
ritmos y datos.

o Despliegue: proceso de poner un modelo de aprendizaje automatico en un entorno de producciéon donde
puede ser utilizado para generar predicciones o resultados.

e Distill.pub: plataforma de publicacion dedicada a la investigacion de aprendizaje automatico, con énfasis en
la comunicacion claray las visualizaciones interactivas.

e DVC (Data Version Control): herramienta de cédigo abierto para el control de versiones de modelos de
aprendizaje automatico y conjuntos de datos, similar a Git.

e EDA (Exploratory Data Analysis - Analisis Exploratorio de Datos): enfoque para analizar conjuntos de da-
tos para resumir sus caracteristicas principales, a menudo con métodos visuales.
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e Ingenieros de datos: profesionales encargados de disefiar, construir y mantener la infraestructura de
datos que permite a los cientificos de datos acceder y utilizarlos.

e Entrenamiento (de modelos): proceso de ajustar los pardmetros de un modelo de aprendizaje automa-
tico utilizando un conjunto de datos de entrenamiento para que pueda aprender patronesy relaciones.

e Equalized Odds: métrica de equidad en aprendizaje automatico que evalla si el clasificador tiene tasas
de error (falsos positivos y falsos negativos) similares para diferentes grupos demograficos.

e Equidad (en 1A): principio ético que busca asegurar que los modelos de IA no discriminen ni perpetiden
sesgos contra ningun grupo de personas.

e Estadistica: rama de las matematicas que se ocupa de la recopilacién, analisis, interpretacion, presenta-
cidn y organizacion de datos.

e Fairness through Awareness: enfoque para lograr la equidad en el aprendizaje automatico que busca
garantizar que los modelos traten de manera similar a individuos similares, independientemente de sus
atributos sensibles.

FastAPI: marco web de Python moderno y rdpido para construir API.

e Framing (conceptualizacion del proyecto): fase inicial de un proyecto de ciencia de datos donde se
define y caracteriza el problema, los objetivos, los datos de origen, los resultados esperados y los criterios
de éxito.

e Flask: microframework de Python para desarrollo web.

e Gobernanza de datos: conjunto de politicas, procesos y responsabilidades que aseguran la calidad, la
seguridad, la usabilidad y la disponibilidad de los datos en una organizacién.

e Gobernanza de la inteligencia artificial: marcos y principios que guian el desarrollo y uso ético y res-
ponsable de los sistemas de inteligencia artificial.

® Google Docs: servicio de procesamiento de texto basado en la nube de Google.

H20.ai: plataforma de aprendizaje automatico de cédigo abierto que proporciona algoritmos optimiza-
dos para el machine learning escalable.

e Hackatones: eventos donde personas con habilidades en programacién, disefo, etc., se rednen para
colaborar intensamente en proyectos de software.

e Histogramas: graficos que representan la distribucion de frecuencia de un conjunto de datos.

e Hugging Face: plataforma y comunidad lider para el desarrollo y despliegue de modelos de machine
learning, especialmente en procesamiento de lenguaje natural (NLP).

e Hiperparametros: pardmetros de un modelo de aprendizaje automatico que no se aprenden direc-
tamente de los datos y que deben ser configurados antes del entrenamiento (ej. tasa de aprendizaje,
nudmero de arboles).

e Imputacion estadistica: técnicas utilizadas para reemplazar los valores faltantes en un conjunto de da-
tos con valores estimados.

Inferencia (en IA): proceso de aplicar un modelo entrenado a nuevos datos para hacer predicciones o
clasificaciones.

¢ Interpretabilidad de modelos: grado en que los humanos pueden entender las razones detras de las
decisiones o predicciones de un modelo de aprendizaje automatico.

e JAX: libreria de Google para la investigacién de machine learning de alto rendimiento, que permite la
diferenciacién automatica y la compilacién JIT.
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e Keras: API de alto nivel para redes neuronales, construida sobre TensorFlow o PyTorch, que facilita la
construccién y el entrenamiento de modelos de aprendizaje profundo.

e KDnuggets: publicacién popular sobre ciencia de datos, aprendizaje automatico, mineria de datos e
inteligencia artificial.

e LightGBM: algoritmo de gradient boosting distribuido y de alto rendimiento basado en arboles de deci-
sién, optimizado para grandes conjuntos de datos.

¢ LIME (Local Interpretable Model-agnostic Explanations): Técnica de interpretabilidad de modelos que
explica las predicciones de cualquier clasificador o regresor de machine learning mediante la aproxima-
cion de un modelo localmente interpretable.

e Matplotlib: libreria de Python para la creaciéon de graficos y visualizaciones estaticas, animadas e interac-
tivas.

e MLflow: plataforma de cédigo abierto para gestionar el ciclo de vida de machine learning, incluyendo el
seguimiento de experimentos, la reproduccién de ejecuciones, el registro de modelos y su despliegue en
diferentes entornos.
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